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Carga horária total: 60 horas/aula 
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Objetivo: 
Os modelos gráficos probabilísticos possuem capacidade para avaliar e propor o relacionamento 
entre variáveis, podendo desenvolver a estrutura relacional entre variáveis através de técnicas de 
aprendizagem e apresentar predições. Destina-se a representação e estudo de sistemas com 
relacionamentos probabilísticos complexos e algumas vezes desconhecidos ou de elevado grau 
dimensional, sendo multidisciplinar em seu conteúdo e transdisciplinar em suas aplicações. Este 
curso introduz conceitos fundamentais, teorias e algoritmos para modelos gráficos probabilísticos, os 
quais encontram aplicações em diversas áreas: bioinformática, sistemas industriais de supervisão 
autônomos/automatizados, biologia, aprendizagem estatística, meteorologia, medicina, 
processamento de imagens, reconhecimentos de padrões, análise de sinais, séries temporais 
multivariadas. 
 
Ementa: 
Motivação. Grafos e estruturas relacionais em grafos. Descrição de modelos probabilísticos em 
grafos. Definição, fundamentação e propriedades dos modelos gráficos probabilísticos. Modelos 
gráficos não direcionados, direcionados e mistos. Redes Bayesianas discretas, contínuas, mistas, 
estáticas, dinâmicas, HMM. Aprendizagem em redes Bayesianas. Inferência em redes Bayesianas. 
Estudos de casos. 
 
Pré-requisitos: 
 
 
Conteúdo programático: 

1. Grafos: definição, propriedades, representação, operações básicas 

2. Probabilidade: conjunta, marginal, condicionada, Bayesiana, teorema da cadeia 

3. Distribuição: verossimilhança, priori, posteriori 

4. Estudo de associações e relações de causa e efeito 

5. Mineração de regras de associação 

6. Cálculo de probabilidades em grafos e inferência 

7. Redes Bayesianas: definições e propriedades (decomposição, independência, força de 

conexão, ajustes, comparações, Markov blanquet, clique, algoritmo joint three, Markov 

Chain Monte Carlo, belief propagation) 

8. Redes Bayesianas não direcionadas, direcionadas e mistas 

9. Redes Bayesianas qualitativas, quantitativas e mistas 

10. Redes Bayesianas estáticas 

11. Redes Bayesianas dinâmicas (tempo/espaço) com estruturas fixas e cadeias ocultas de 

Markov (HMM) 

12. Redes Bayesianas dinâmicas (tempo/espaço) com estruturas modificáveis 

13. Aprendizagem 

14. Pacotes estatísticos aplicados em R: gRapHD , gRbase, gRim, gRain, mgm ,BNStruct, 

LearnBayes, bnlearn, GGMselect, G1DBN 
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